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RESUMO 

O tratamento adequado das emissões gasosas provenientes de processos industriais é fundamental para 

a preservação do meio ambiente e de seus recursos fornecidos à sociedade. Isso faz com que o termo 

“responsabilidade socioambiental” seja um tema relevante e que deve ser tratado com seriedade em todas as 

áreas do conhecimento. Na produção de energia elétrica, os insumos nem sempre são renováveis e geram gases 

poluentes lançados no meio ambiente. Esta pesquisa apresenta a identificação de modelos caixa-preta preditivos 

com estrutura de modelo MISO (Multi-Inputs, Single-Output) de emissões dos gases poluentes Óxidos de 

Nitrogênio (NOx) e Monóxido de Carbono (CO) de uma turbina a gás natural. A pesquisa utiliza uma metodologia 

de associação de técnicas de Inteligência Computacional com dados reais coletados diretamente da turbina. Os 

resultados obtidos demonstram que os modelos identificados são capazes de abstrair o processo de combustão 

com valores de MAPE abaixo de 10% e proporcionam a estimativa antecipada das parcelas de NOx e CO. 

PALAVRAS-CHAVE 

Turbina a gás, NOx, CO, Identificação não-linear, Inteligência Computacional, Emissões.  

1.0 - INTRODUÇÃO  

Em 2016 cerca de 32,33 % do gás natural ofertado ao mercado no Brasil foi consumido para a geração de energia 

em usinas termelétricas [1]. Desta forma, dominar o conhecimento dos processos de combustão é extremamente 

importante, pois através destes processos, pode-se definir parâmetros de operação, calcular o consumo de 

combustíveis e quantificar as emissões de gases poluentes em turbinas a gás. 
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Os gases de exaustão, proveniente de turbinas a gás Heavy Duty, possuem em sua composição o 

monóxido de carbono (CO) e os óxidos de nitrogênio (NOx) [2]. Os óxidos de nitrogênio presentes no 

processo de combustão das turbinas a gás são majoritariamente o óxido nítrico NO e o dióxido de 

nitrogênio NO2, comumente referidos por NOx que possuem três processos de formação sendo NOx 

térmico, NOx combustível e NOx imediato [3]. O NOx é um gás altamente poluente e tóxico, podendo 

causar danos à saúde [4] e [5]. Uma das tecnologias para reduzir as emissões de NOx tecnologia é o dry-

low emissions, que consiste em manter a combustão em temperaturas abaixo de 1600K, impedindo a 

formação do NOx térmico. No entanto, o monóxido de carbono (CO), outro poluente resultante da 

combustão, aumenta sua formação em temperaturas mais baixas. O CO é um gás incolor, inodoro e 

tóxico formado quando a combustão é incompleta, ou seja, quando o oxigênio fornecido a combustão é 

insuficiente [6].  Devido a estes fatores, as emissões de NOx e CO são regulamentadas por lei no Brasil 

pelo CONAMA [7]. Logo, o desenvolvimento de métodos para predição dos gases de exaustão de 

turbinas a gás visa auxiliar na geração de esforços para que haja uma gestão ambiental de resíduos 

eficiente, responsável e rentável, sendo de suma importância para o setor de geração termelétrica.    

Na literatura, previsões de NOx e CO normalmente são realizadas utilizando modelos matemáticos 

encontrados por princípios físicos e simulação computacional. Uma destas abordagens é utilizar a teoria 

de Cadeias de Reatores Químicos (CRQ) com softwares de simulação como o CHEMIKIN [8] em conjunto 

com softwares de fluidodinâmica computacional (CFD) [9]. A simulação da combustão envolve a 

resolução de muitas equações diferenciais parciais advindas das leis físico-químicas do sistema como 

conservação de massa global, momento, cinética química etc., no entanto, isto exige um alto custo 

computacional. A simulação por CRQ consiste em utilizar modelos matemáticos de componentes 

idealizados de um processo químico contínuo como o Reator Perfeitamente Agitado (RPA) e o Reator de 

Escoamento Uniforme (REU). A ênfase da modelagem e simulação do processo da combustão é dado a 

cinética química sendo a fluidodinâmica do sistema simplificada [10]. Além de utilizar softwares de 

simulação que possuem solvers contendo o equacionamento, é necessário conhecimento de parâmetros 

específicos do sistema, os quais nem sempre estão disponíveis. Em identificação de sistemas esta diretriz 

pode ser classificada com uma modelagem do tipo caixa branca, ou seja, o modelo matemático é 

baseado majoritariamente nas leis físicas que regem o processo. Outra abordagem é a modelagem caixa 

preta que utiliza dados adquiridos diretamente da entradas e saídas do processo para encontrar modelos 

matemáticos que os relacione sem seguir obrigatoriamente as leis da física. Embora os modelos 

encontrados por esta abordagem não possam explicar as características físicas do sistema, eles 

conseguem representar a dinâmica da planta de forma precisa e satisfatória. A identificação de sistemas 

utilizando inteligência computacional é do tipo caixa preta e suas técnicas já foram utilizadas para prever 

emissões de turbinas a gás como máquinas de vetores suporte [11] e redes neuro-fuzzy [12] 

apresentando bons resultados. 

A justificativa em utilizar técnicas de inteligência computacional está no fato de que a teoria clássica de 

identificação de sistemas é baseada em modelos lineares de entrada e saída (SISO, single input single 

output) e requerem que o sinal de entrada seja pré-determinado com a característica de excitação 

persistente para a estimação dos parâmetros do modelo [13]. No entanto, os fenômenos que ocorrem em 

uma turbina a gás são complexos (alta não linearidade), envolvendo muitas variáveis (MIMO, Multiples 

Inputs Multiples Output) e não é possível realizar testes controlados com entradas que possuem a 

característica de excitação persistente na turbina. Logo, o uso das técnicas de inteligência computacional 

é justificado, pois conseguem lidar com estas características e limitações. Além disso, a teoria por trás 

das técnicas de inteligência computacional como redes neurais, lógica nebulosa e otimização meta-

heurística no contexto da identificação de sistemas também já está bem desenvolvida [14]. Sendo assim, 

o objetivo de utilizar tais técnicas era encontrar modelos matemáticos não lineares do tipo MISO 

(Multiples Inputs Single Output) que fossem capazes de reproduzir a dinâmica do sistema com o intuito de 

prever as emissões de NOx e CO. A metodologia utilizada para realizar a identificação consistiu em duas 

etapas principais. A primeira buscou-se encontrar as entradas mais correlacionas com o comportamento 

do NOx e CO utilizando algoritmos para extração de padrões como regressão sequencial com mínimos 

quadrados ortogonal (Forward Regression Orthogonal Least Squares, FROLS) [14] e análise de 

componentes principais (Principal Component Analisys, PCA) [13]. O objetivo desta etapa era manter a 

dimensionalidade dos modelos baixa (menor número de entradas) e embora não explicitamente, tentar 

encontrar relações de causalidade entre as entradas selecionadas pelos algoritmos e as saídas, com 

base em conhecimentos prévios sobre a turbina. A segunda etapa consistiu em aplicar as técnicas de 

inteligência computacional para encontrar os modelos matemáticos que relacionassem as emissões de 

NOx e CO com as entradas selecionadas. Nesta etapa aplicou-se redes neurais como a RBF (RNA de 

função de base radial), redes neuro-fuzzy e otimização multiobjectivo. A qualidade dos modelos foi 

mensurada utilizando critérios de seleção como o MAPE (Erro absoluto médio percentual) e validação 

cruzada.   
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O trabalho está organizado da seguinte maneira. Na seção 2 é apresentada uma breve explicação sobre 

o comportamento da turbina e sua disposição física. Na seção 3 as técnicas de inteligência computacional 

são apresentadas de forma simplificada. Nas seções 4 e 5 os resultados e a conclusão são expostos 

respectivamente.  

2.0 - DESCRIÇÃO FÍSICA DA TURBINA A GÁS UTILIZADA 

A turbina a gás utilizada para estudo neste trabalho é do tipo Heavy Duty com baixa emissão de 

poluentes (Dry low emissions) e faz parte de uma usina termoelétrica composta por duas turbinas a gás e 

uma a vapor em ciclo combinado. Ela pode produzir 160MW de potência a 37% de eficiência em ciclo 

simples e 240MW com eficiência de 54% a ciclo combinado. Ela pode ser representada de forma 

simplificada por um compressor, câmara de combustão e turbina como mostrado na .  

 

Figura 1 - Modelo físico simplificado de uma turbina a gás [15]. 

O compressor da turbina é do tipo axial e possui 16 estágios (conjuntos de palhetas) montados sobre um 

único eixo, garantindo para regimes diferentes pressões e vazões constantes. O ar entra no compressor 

pelo sistema de admissão em forma de sino que possui alta eficiência aerodinâmica. Na entrada de ar, o 

compressor possui palhetas diretoras variáveis (Inlet Guide Vane – IGV) que controlam a vazão de 

entrada de ar impedindo perdas. Além disso, existem sangrias de ar comprimido, no sexto, décimo e 

décimo terceiro estágio que são utilizados na turbina para resfriamento. O ar sai do compressor e entra na 

descarga do compressor que então internamente direciona ao conjunto de 16 combustores. Os 

combustores são câmeras cilíndricas, onde a queima é realizada no bocal de entrada. Os combustores 

para baixa emissões de poluente utilizam um mecanismo de pré-mistura antes da ignição, fazendo assim 

com que a temperatura da queima seja mais baixa. Na saída dos combustores, os gases quentes são 

direcionados para a palhetas da turbina pela peça de transição. A expansão dos gases faz a turbina girar 

aplicando torque ao eixo e os gases residuais saem pelo sistema de exaustão. Mais considerações como 

modelagem e funcionamento sobre a turbina a gás utilizada e turbinas a gás em geral podem ser 

encontradas em [16].  

3.0 - TÉCNICAS DE INTELIGÊNCIA COMPUTACIONAL 

O ramo da inteligência computacional é uma subárea da inteligência artificial onde um computador 

aprende determinados padrões e comportamentos através da análise de dados. Geralmente as técnicas 

utilizadas em inteligência computacional são baseadas em fenômenos naturais como a seleção natural. 

Elas são aplicadas para resolver problemas complexos onde a modelagem matemática tradicional se 

torna complicada na análise, pois os problemas podem possuir várias incertezas, possuir comportamento 

aleatório (estocásticos) ou pela dificuldade de colocar o comportamento do sistema em termos 

matemáticos precisos. As técnicas buscam utilizar maneiras semelhantes ao raciocínio humano, ou seja, 

conhecimento inexato e que geram decisões que se adaptam.  Neste trabalho as principais técnicas 

utilizadas foram as redes neurais artificiais, a lógica fuzzy e a otimização meta-heurística. Nas próximas 

seções é apresentado de maneira simplificada o funcionamento de cada uma delas [17].  

3.1 Redes Neurais Artificiais 

As Redes Neurais Artificiais (RNAs) são técnicas computacionais que apresentam um modelo matemático 

inspirado na estrutura neural de organismos inteligentes e que adquirem conhecimento através da 

experiência. Podem ser utilizadas para problemas de classificação, regressão e agrupamento de dados. A 

Comentado [EMY1]: Falta referência 
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estrutura fundamental de uma rede neural é o neurônio. O neurônio em uma rede neural é um modelo 

matemático que busca imitar a função de um neurônio biológico. Em um neurônio biológico as 

informações recebidas são um somatório de entradas captadas pelos dendritos, ponderadas pelos pesos 

sinápticos e aplicadas a uma transformação linear ou não linear. O resultado desta transformação (saída) 

é transmitido pelos axônios. Na Figura 2 uma representação do neurônio biológico e seu modelo 

matemático são mostrados, em que xn são as entradas, θm os pesos sinápticos, f(.) é a função de 

mapeamento ou ativação e y a saída [18].  

 

Figura 2 - Neurônio biológico e modelo matemático [18]. 

As RNAs são formadas por camadas de neurônios interligadas umas às outras, sendo elas a camada de 

entrada, camadas ocultas e camadas de saída. Elas podem ser classificadas de diversas maneiras, 

principalmente pelo fluxo de sinal e pelo tipo de função de ativação utilizado na rede. O fluxo de sinal da 

rede define se a rede é feedfoward, onde o sinal “flui” apenas da entrada para a saída, ou se a rede é 

recorrente (feedback), onde o sinal flui tanto da entrada para a saída quanto vice-versa. Redes 

recorrentes são dinâmicas (dependem dos valores das entradas e saídas atuais e passadas do sistema) e 

redes feedfoward são estáticas (dependem apenas dos valores atuais das entradas). 

As funções de ativação também são importantes no comportamento da rede. Redes multilayer perceptron 

(MLP) majoritariamente utilizam funções sigmoides e tangente hiperbólicas para modelarem 

comportamentos não lineares. Redes de função de base radial utilizam funções como a Gaussiana, que 

podem ser caracterizadas por dois parâmetros, o centro (média na Gaussiana) e o raio (variância ou 

desvio padrão na Gaussiana).  

3.2 Sistemas nebulosos e lógica fuzzy 

A lógica Fuzzy ou lógica nebulosa é uma teoria para lidar com incertezas, diferente da teoria da 

probabilidade e da lógica binária. A lógica Fuzzy lida com incertezas no conceito de “meias verdades”, 

onde algo pode ser completamente falso ou verdadeiro, mas também possui valores intermediários. Um 

exemplo entre como a probabilidade e lógica Fuzzy diferem para considerar incertezas é dado abaixo: 

 Probabilidade – “Grau de crença” ou o quão se acredita que algo irá ocorrer.  

Se P(A) = 80%, logo se acredita que a cada 10 ocorrências de um experimento, onde o 

espaço amostral possui A como um evento, 8 vezes o evento A ocorrerá. 

 Lógica Fuzzy – “Grau de verdade” ou o quão verdadeiro é algo.  

Dado a afirmação, “X é uma pessoa alta”, considerando que X possui 1.70m, o quão 

verdadeiro é esta afirmação. 

No exemplo de lógica fuzzy, a incerteza não está na altura de X (já que ela é conhecida), mas no 

significado linguístico de “alto”. Sendo assim, percebe-se que a lógica fuzzy trata-se de como modelar 

conceitos vagos e não incertezas como na teoria da probabilidade. Como apresentado, a teoria nebulosa 

lida com conceitos onde seus significados não são totalmente definidos, ou seja, fazem parte de 

conjuntos nebulosos.  

As duas definições importantes da lógica nebulosa são: 

 Variável linguística – Conceito a ser tratado pela lógica Fuzzy. Ex: Temperatura 

Comentado [EMY2]: Faltou a referência desse paragrafo 

Comentado [JPSG3R2]: Resolvido 
 

Comentado [EMY4]: Faltou a referência 

Comentado [JPSG5R4]: resolvido 
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Termos primários – caracterizam o conceito. Ex: Frio e Muito Quente 
Universo de discurso – Intervalo a ser estudado Ex: 10° a 40° 

 Regras Nebulosas – As regras nebulosas são a base de decisão da lógica Fuzzy.  

Representam regras para inferir sobre o fenômeno estudado. O conjunto de regras 

forma a base de conhecimento. Exemplo, “Se a temperatura está alta e continua 

aumentando, então ligue um pouco o refrigerador”. As regras nebulosas podem ser 

construídas pelo conhecimento de um especialista sobre o sistema ou por algoritmos 

que as criam automaticamente utilizando dados. 

A modelagem Fuzzy é definida em três etapas a Fuzzyficação, a Inferência e a Defuzzyficação. A 

Fuzzyficação consiste em transformar valores numéricos em valores “linguísticos” por funções de 

pertinência. Existem várias funções de pertinência como triangular, singleton, trapezoidal entre outras. A 

Inferência consiste no mecanismo que define quais regras do banco de regras foram ativadas utilizando 

da teoria de conjuntos nebulosos. A Deffuzyficação transforma os valores gerados pela inferência em 

valores numéricos reais novamente, por exemplo utilizando a formula do centro de massa. A Figura 3 

sumariza os processos de Fuzzyficação, Inferência e Defuzzyficação e apresenta a estrutura de um 

modelo Fuzzy, conhecido por modelo de Mamdani [19]. Para aplicações da lógica Fuzzy a modelagem de 

sistema e um tratamento matemático mais rigoroso o leitor é direcionado a [20].  

 

Figura 3 – Fuzzyficação, Inferência e Defuzzyficação. 

4.0 - RESULTADOS 

Nesta seção são apresentadas as técnicas de identificação aplicadas ao problema, bem como seus 

respetivos parâmetros, a configuração experimental e os modelos caixa-preta obtidos no processo. 

4.1 Parametrização da identificação 

Os modelos caixa-preta obtidos na presente pesquisa podem ser definidos como Multi-Input Single-

Output (MISO) preditivos e não auto regressivos, uma vez que os valores estimados não dependem de 

seus próprios valores estimados anteriormente e o atraso mínimo permitido para as entradas é 60 (um 

minuto). Os regressores são re-amostrados a cada cinco segundos e o número máximo de atrasos 

permitido para as entradas é igual a 20. Portanto, as amostras das entradas consideradas para os 

modelos variam de k-60 até k-160.  

As entradas dos modelos foram selecionadas de acordo com o algoritmo de regressão sequencial com 
mínimos quadrados ortogonal (FROLS). Os FROLS é uma técnica utilizada em regressão linear e não 
linear capaz de selecionar os regressores (entradas) que mais influenciam a saída. A ideia do FROLS é 
transformar um conjunto de dados de entradas em uma base ortogonal, ou seja, o produto interno entre 
dois vetores diferentes da base é igual zero. Se dois regressores são ortogonais, eles não possuem 
correlação (interdependência nula), logo o algoritmo descarta regressores redundantes automaticamente.    
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Além disso o algoritmo conta com critérios de parada que dão maior peso de importância a modelos de 
ordem reduzida. Desta maneira, mantém-se a parcimônia (baixa dimensionalidade) e maior capacidade 
de generalização do modelo, evitando overfiting [14]. 
 
Para a avaliação dos resultados foram empregados o Erro Médio Quadrado (MSE – Mean Squared Error) 

e o Erro Percentual Absoluto Médio (MAPE – Mean Absoute Percentual Error), bem como o tempo de 

treinamento das técnicas. Vale observar que a máquina usada para as simulações estava sendo usada 

para outras tarefas durante o processo e as configurações da mesma são processador Intel Core i7 

2.93GHz, 10GB de RAM, 1333MHz e sistema operacional 64 bits.  

4.2 Parametrização das técnicas 

Na presente pesquisa foram empregas as Redes Neurais Artificiais (RNA) Perceptron Multicamadas (MLP 

– Multi-Layer Perceptron) com função de ativação tangente sigmoide e treinamento por meio do algoritmo 

Levenberg-Marquardt (LM) [21], Mínimos Quadrados (MQ) e uma rede neural nebulosa Fuzzy 

clusterizada usando Fuzzy c-means [22] e com pesos treinados por meio da pseudo-inversa de Moore-

Penrose [23]. As redes MLP e Fuzzy foram configuradas com cinco neurônios, sendo que foram 

executadas 100 iterações com Mu = 1e-3 para o algoritmo LM e 50 iterações com critério de parada 1e-3 

para a rede Fuzzy. O treinamento e validação das técnicas foi realizado utilizando 90% dos dados para 

treinamento e 10 % para validação (A partir da amostra 13500).  

4.3 Modelos caixa-preta obtidos 

A Erro! Fonte de referência não encontrada. é o comportamento da potência fornecida pela turbina. 

Analisando a Erro! Fonte de referência não encontrada. e as Figuras Figura 5 e Figura 6, percebe-se a 

influência da potência nas emissões, especialmente que as emissões possuem os maiores valores na 

faixa de maior potência.  

O comportamento do NOX e do CO encontrados pelas técnicas são apresentados nas Figuras Figura 5 e 

Figura 6. Analisando os dados da Tabela 1 e Tabela 2 observa-se que todas as técnicas apresentaram 

MSE e MAPE baixos. No entanto, as técnicas com os menores índices de desempenho também 

apresentam maior tempo de treinamento. Cada técnica utilizada consegue capturar informações 

diferentes dos dados. Sendo assim, optou-se por combinar os resultados para se obter uma estimação 

melhor e mais robusta através de uma combinação linear pela pseudo-inversa. O MSE e MAPE para o 

NOx e CO da combinação linear também são apresentadas na Tabela 1 e Tabela 2. Para o CO, a 

combinação linear apresentou um MAPE um pouco maior, no entanto, isso é devido ao comportamento 

variável dos dados medidos. O tempo de treinamento da combinação linear é próximo ao do mínimos 

quadrados. 

 

Comentado [EMY6]: referência 

Comentado [JPSG7R6]: resolvido 
 

Comentado [EMY8]: Encontrei esse termo com acento e 
sem no artigo. Verificar e padronizar. 

Comentado [JPSG9R8]: Resolvido 
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Figura 4 - Gráfico de potência ativa proveniente de uma turbina a 
gás.

 

Figura 5 - Comportamento NOX medido (Aquisição) e previsto. 

 

Figura 6 - Comportamento CO medido (Aquisição) e previsto. 

Tabela 1 - Resultados NOX. 

NOX 
Treinamento Validação Tempo de 

treinamento (s) 
MSE MAPE MSE MAPE 

Técnicas 

MLP 0,053784 0,645617 0,007186 0,344745 75,655 

Fuzzy 0,023957 0,423909 0,034220 0,740898 45,271 

Mínimos Quadrados 0,223066 1,228305 0,331057 2,541021 0,0310 

Combinação 0,021322 0,418856    

Tabela 2 - Resultados CO. 

CO 
Treinamento Validação Tempo de 

treinamento (s) 
MSE MAPE MSE MAPE 

Técnicas 

MLP 0,005041 2,010646 0,002783 1,624286 75,695 

Fuzzy 0,004051 1,721883 0,002176 1,470618 44,148 

Mínimos Quadrados 0,006034 2,138376 0,004146 2,032666 0,0160 

Combinação 0,003623 1,674294    

 

5.0 - CONCLUSÃO 

O trabalho demonstrou a capacidade das técnicas de inteligência computacional em mapear 

comportamentos complexos e poderem ser usadas para previsão e simulações computacionais das 
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emissões de NOx e CO de uma turbina a gás Heavy Duty. Demonstrou-se ainda que é possível combiná-

las para se obter resultados mais robustos e satisfatórios mesmo na presença de ruídos e outros 

fenômenos aleatórios nos dados. O futuro da pesquisa buscará tornar o sistema adaptativo buscando 

acrescentar mudanças que acontecem na dinâmica do sistema a estimação. Isto pode ser feito 

implementando algoritmos de estimação recursiva como o filtro de Kalman ou o estimador de mínimos 

quadrados recursivos para estimar os pesos da combinação linear das técnicas online.     
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